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BRIEF COURSE Il corso fornisce un'introduzione moderna al data mining ed al machine learning, che comprendono

DESCRIPTION tecniche, algoritmi e metodologie per scoprire strutture, schemi e relazioni in insiemi di dati
(tipicamente di grandi dimensioni) e fare previsioni. Le applicazioni del data mining e del machine
learning sono gia presenti intorno a noi e, quando sono fatte bene, a volte passano addirittura
inosservate. Per esempio, come funziona la ricerca web di Google? Come fa Netflix a consigliare i
film ai suoi utenti? | principi del data mining e del machine learning forniscono risposte a queste e
altre domande. Il data mining ed il machine learning intersecano i campi dell'informatica,
dell'apprendimento statistico e delle basi di dati. Il corso mira a fornire agli studenti le conoscenze
necessarie per esplorare, analizzare e sfruttare i dati disponibili al fine di trasformarli in informazioni
preziose e utilizzabili per un'azienda, ad esempio per facilitare il processo decisionale.

REQUIREMENTS Analisi Matematica | e Il. Teoria della probabilita. Algebra lineare. Capacita di programmazione in
linguaggio C/C++.
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COURSE AIMS
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Knowledge and understanding. Il corso descrive metodi e modelli per I'analisi di grandi quantita di
dati. Gli studenti devono avere un solido background con un ampio spettro di conoscenze di base
relative al data mining:

» gli studenti devono possedere gli strumenti cognitivi di base per pensare in modo analitico,
creativo, critico e curioso, e possedere le capacita di astrazione e di risoluzione dei problemi
necessarie per affrontare sistemi complessi;

» devono avere una solida conoscenza dei modelli e delle metodologie di data mining;

» devono essere in grado di lavorare su grandi raccolte di dati, anche eterogenei e prodotti ad alta
velocita, al fine di integrarli - in particolare sapendo gestirne I'origine e la qualita - e di effettuare
analisi tematiche approfondite, attingendo a queste conoscenze per migliorare il processo
decisionale.

Applying knowledge and understanding. Al termine del corso lo studente dovra essere in grado di:

» descrivere e utilizzare le principali tecniche di data mining;

» comprendere le differenze tra diversi algoritmi che risolvono lo stesso problema e riconoscere
quale sia il migliore in diverse condizioni;

= affrontare nuovi problemi di data mining selezionando i metodi appropriati e giustificando le
proprie scelte;

= affrontare nuovi problemi di data mining progettando algoritmi adeguati e valutando i risultati;

» spiegare i risultati sperimentali a persone estranee al machine learning o all'informatica.
Making judgements. Lo studente deve avere la capacita di elaborare dati complessi e/o
frammentari e deve giungere a idee e giudizi originali e autonomi, nonché a scelte coerenti nel
contesto del proprio lavoro, particolarmente delicate nella professione del data scientist. Il corso
promuove lo sviluppo dell'autonomia di giudizio nella scelta appropriata di tecniche/modelli per
I'elaborazione dei dati e la capacita critica di interpretare la bonta dei risultati dei modelli/metodi
applicati ai dataset in esame.

Communication. E fondamentale che gli studenti siano in grado di comunicare con un pubblico vario
e composito, non culturalmente omogeneo, in modo chiaro, logico ed efficace, utilizzando gli
strumenti metodologici acquisiti e le loro conoscenze scientifiche e, in particolare, il lessico
specialistico. Gli studenti devono essere in grado di organizzare materiale divulgativo e di studio
efficacemente, attraverso i pit comuni strumenti di presentazione anche informatici, per
comunicare i risultati dei processi di analisi dei dati, ad esempio utilizzando strumenti di
visualizzazione e reportistica rivolti a diversi tipi di pubblico.

Learning skills. Gli studenti devono acquisire la capacita critica di rapportarsi, con originalita e
autonomia, alle problematiche tipiche del data mining e, in generale, alle questioni culturali legate
ad altri ambiti simili. Dovranno essere in grado di sviluppare e applicare autonomamente le
conoscenze e i metodi appresi in vista di un eventuale proseguimento degli studi a livello superiore
(dottorato) o nella pit ampia prospettiva di auto-miglioramento culturale e professionale
dell'apprendimento permanente. Pertanto, gli studenti devono essere in grado di passare a forme
espositive diverse dai testi di partenza per memorizzare, riassumere per sé e per gli altri e
diffondere le conoscenze scientifiche.



TEACHING METHODOLOGY

Il corso si propone di fornire agli studenti strumenti avanzati per I'analisi dei dati, attraverso i quali
estrapolare informazioni rilevanti da grandi insiemi di dati e guidare i relativi processi decisionali. I
corso si articola in lezioni frontali, con I'ausilio di slide messe a disposizione degli studenti tramite la
piattaforma e-learning di UniSalento, ed esercitazioni in aula. Le lezioni frontali mirano a migliorare
la conoscenza e la comprensione degli studenti attraverso la presentazione di teorie, modelli e
metodi; gli studenti sono invitati a partecipare alla lezione con autonomia di giudizio, ponendo
domande e presentando esempi. Le esercitazioni sono finalizzate alla comprensione degli algoritmi
e dei modelli presentati.

ASSESSMENT TYPE

Esame orale. Durante I'esame viene chiesto allo studente di illustrare argomenti teorici per
verificare la sua conoscenza e comprensione degli argomenti selezionati. Lo studente deve
dimostrare un'adeguata conoscenza e comprensione degli argomenti presentati o indicati,
applicando in modo pertinente le teorie e i modelli concettuali oggetto del programma di studio.
L'esame orale é valutato su una scala da 18 a 30 punti e lode, ed & superato se il voto conseguito &
almeno paria 18.

OTHER USEFUL INFORMATION

@nisa,lento.it

Ricevimento studenti
Su appuntamento; contattare il docente via e-mail o al termine degli incontri di classe.



FULL SYLLABUS Introduction to the course. Introduction to the course. Big Data and Data Mining. Challenges. Data
Mining tasks. Bonferroni's principle. Tools and principles: independent and identically distributed
data, birthday paradox, coupon collector's problem, error bounds, concentration of measure.

Streams. Uniform, 2-universal and pairwise independent hash function. Streaming: turnstile, strict
turnstile and cash register models. Frequency estimation. Sketches. Count-Sketch. Count-Min.
Comparing Count-Sketch and Count-Min. Frequent items. Phi-frequent items. The majority
problem. Boyer-Moore. Misra-Gries. Frequent. Space Saving. Space Saving properties. Comparing
Frequent and Space Saving. Sampling from a Data Stream: Sampling a fixed proportion. Sampling a
fixed-size sample: varying the sample size. Reservoir Sampling. Queries over a sliding windows:
counting the number of bits equal to 1 with DGIM. Filtering data streams: Bloom Fllters. Counting
distinct elements: Flajolet-Martin.

MapReduce. Open-source Hadoop implementation. Pros and cons of Hadoop and Map-Reduce.
Distributed File System. Chunk servers, Master node. Map Function. Sort and Shuffle. Reduce
Function. Map Tasks. Reduce Tasks. Word counting. Handling failures. Number of Map and Reduce
jobs. Granularity of tasks and pipelining. Strugglers tasks: mitigating the problem by spawning
backup tasks. Combiners. Partition (hash) function. Additional examples of Map-Reduce: natural
join, two-pass matrix multiply, single pass matrix multiply. Cost measures for Map-Reduce
algorithms.

Frequent Pattern Mining. Discovery of association rules. Market-basket model. Examples of
possible applications. Frequent itemsets. Support of an itemset. Association rules. Confidence and
Interest. Association rules with highly positive or negative interest. Mining association rules.
Maximal and closed frequent itemsets. Lattice of the itemsets. Naive approach to counting frequent
pairs. A-priori. Monotonicity. PCY. PCY refinements: multistage and multihash. Frequent itemsets in
2 passes: random sampling and choice of the threshold, SON, monotonicity, parallel SON through
map-reduce, Toivonen and the negative border. A-priori: dettagli. ECLAT. DECLAT. FPGrowth.
Sequence mining. Frequent sequences. Mining frequent sequences. GSP. SPADE. PREFIXSPAN.

Scene completion problem. Near neighbors in high dimensionality spaces. Document similarity.
Pairs of candidate documents. Near neighbor search. Jaccard similarity and distance. Shingling: how
to convert documents, emails etc in sets. k-shingles. Compression through hashing of k-shingles.
Min-Hashing: converting big sets in short signatures preserving the similarity. Similarity and Jaccard
distance for boolean vectors. Boolean matrices. Min-hash signatures. Implementation. Locality-
Sensitive Hashing: determining pairs of candidate documents. Matrix partitioning in b bands of r
rows: analysis of accuracy with regard to false positives and false negatives.

Link analysis. PageRank. Flow formulation. Matrix formulation. Power iteration method.
Convergence of Power Iteration method. Random surfer model. Random walk interpretation.
Stationary distribution of a Discrete-Time Markov Chain. Perron-Frobenius Theorem. Dead ends.
Spider traps. Google matrix and teleportation. Sparse matrix encoding. Block update algorithm.
Topic-specific PageRank. Matrix formulation. Topic vector. Web Spam. Term spam. Spam farms.
PageRank value obtained through a Spam Farm. TrustRank. Trust propagation. Spam Mass
estimation. HITS: hubs and authorities. Algorithm. Convergence.

Recommender systems. Recommendations. The long tail phenomenon. Content-based systems.
Utility function and matrix. Ratings. Extrapolation of ratings (utilities). Iltem profiles. User profiles.
Collaborative filtering. k-NN. Similarity metrics. User-user and item-item collaborative filtering.
Evaluation of systems. Error metrics: RMSE, precision etc. Complexity of collaborative filtering. The
Netflix challenge. Bellkor recommender system. Modeling local and global effects. Learning the
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optimal weights: optimization problem and gradient descent. Latent factor models. SVD
decomposition. Learning the P and Q matrices. Preventing overfitting: regularization. Stochastic
Gradient Descent. Biases and interactions. Temporal biases and factors.

The clustering problem. Curse of dimensionality. Clustering in euclidean and non euclidean spaces.
Distances. Hierarchical clustering: agglomerative and divisive algorithms. Clustering by point
assignment. Centroid and clustroid. K-means and K-means++. Choosing k: elbow criterion. BFR.
Discard, Compression and Retained sets. Summarizing points. Mahalanobis distance. CURE.
Representative points and their choice. Input space and feature space. Kernel methods. Kernel
matrix. Linear kernel. Kernel trick. Kernel operations in feature space. Representative clustering: K-
means and Kernel K-means. Expectation-Maximization clustering. Hierarchical clustering. Density-
based clustering. DBSCAN. Adjacency, degree, laplacian matrix. Graph cuts. Ratio e normalized cuts.
Spectral clustering. Clustering validation: external, internal and relative measures. Purity. F-
measure. Jaccard coefficient. Rand statistic. Beta-CV. Silhouette coefficient.

Data matrix. Numeric and categorical attributes. Centered data matrix. Probabilistic classifiers.
Parametric approach: Bayes and naive Bayes classifiers. Data centering. Non parametric approach
(density based): K-nearest neighbors classifier. Decision Trees. Hyperplans. Split points. Data
partion and purity. Split Point Evaluation Measures: entropy, split entropy, information gain, Gini
index, CART. Evaluation of numerical and categorical split points. Support Vector machines.
Hyperplanes. Support Vectors and Margins. Linear and Separable Case. Soft Margin SVM: Linear and
Nonseparable Case. Kernel SVM: Nonlinear Case. SVM Training Algorithms. Multiclass SVM.
Assessing the performances of a classifier. Evaluation metrics. Error rate. Accuracy. Precision.
Recall. F-score. Sensitivity, Specificity, False Negative Rate and False Positive Rate. Why accuracy
alone is not enough to assess the performances of a classifier. Depending on the specific problem
to be solved, precision may be more relevant than recall or vice-versa. The precision-recall trade-
off. Precision-Recall curve. ROC curve and AUC. K-fold cross-validation. Bootstrapping. Confidence
intervals. Paired t-Test. Bias-Variance decomposition. Ensemble classifiers. Bagging. Random
Forest. Boosting. Stacking.

Artificial Intelligence. What is Al ? Different definitions over time: thinking like a human, acting like
humans and the Turing test, thinking rationally, acting rationally. Rational agents, decisions and
behaviour. The bitter lesson. Game playing: chess, go, etc. The human intelligence. Human versus
artificial intelligence. Benefits of Al. The field of Al. Al is more than Machine Learning and Deep
learning. Some applications of Al. Supervised Learning. Unsupervised Learning. Semi-supervised
and weakly-supervised learning. Reinforcement Learning. Details of supervised learning. Example:
1D univariate regression. Shallow neural networks. Universal approximation theorem. General case
of shallow neural networks. Number of regions associated. Terminology. Deep neural networks.
Composition of two networks. Number of regions associated. Hyperparameters. Notation change.
Shallow vs deep neural networks. Machine Learning vs Deep Learning. Connection between
classical machine learning algorithms and shallow neural networks. Deep learning limitations.
Neural Scaling laws.



REFERENCE TEXT BOOKS
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Mining of Massive Datasets, 3rd edition
J. Leskovec, A. Rajaraman and J. Ullman
Freely available online: http://www.mmds.org

Data Mining and Analysis, 2nd edition
M. ). Zakiand W. Meira
Freely available online: http://dataminingbook.info


http://dataminingbook.info

